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Kurzfassung: Um hindische Segmentation bei der Analyse von Tempo aus Sprach-
aufnahmen zu vermeiden, kdnnen automatische Spracherkenner oder Verfahren wie
das Praat-Skript von de Jong und Wempe 2009 verwendet werden. Als Ersatz wurde
ein Verfahren fiir die kontinuierliche Schitzung von Sprechtempo entwickelt, das
nicht wie automatische Spracherkenner auf ein Sprachmodell zuriickgreifen muss, und
dennoch praktikabler als das etablierte Praat-Skript ist, da es die Sprechzeit praziser
beriicksichtigt. Unser Ansatz nutzt ein rekurrentes neuronales Netz mit LSTM Zellen
und wurde mit ca. 70% des Kiel Korpus trainiert. Das resultierende Modell schitzt die
verbleibenden 30% Testdaten mit r=0,9.

1 Einfiihrung

Sprechgeschwindigkeit zahlt mit Intensitit und Grundfrequenz zu den drei priméren Prosodien
[1]. Alle drei spielen eine zentrale Rolle bei der Analyse und Synthese miindlicher Kommuni-
kation (z.B. Sprecherwechsel, Emphase, Informationsstruktur), wie auch der Paralinguistik
(Ausdruck und Zuschreibung von Sprecherzustinden und -merkmalen). Von diesen drei pri-
miren Prosodien stellt die Sprechgeschwindigkeit derzeit auch die grote Herausforderung an
die Erhebung aus einem Sprachsignal. Wahrend genaue Algorithmen zur Messung von Inten-
sitdt und zur Schitzung der Grundfrequenz existieren, sind fiir Sprechgeschwindigkeit keine
Methoden mit vergleichbarer Giite vorhanden. Dies liegt vor allem daran, dass Sprechge-
schwindigkeit akustisch iiber die Anzahl linguistischer Einheiten in einem Zeitintervall erfasst
wird (bspw. Silben pro Sekunde in germanischen Sprachen), und damit eine direkte akustische
Definition fehlt. Der oben genannte Anwendungsbedarf hat zu Ansétzen gefiihrt, die keine au-
tomatische Spracherkennung verwenden, sondern direkt aus dem Signal Silbenkerne schétzen,
aus denen die Sprechgeschwindigkeit abgeleitet wird. Bei dem wohl aktuell verbreitetsten Ver-
fahren handelt es sich um ein Praat-Skript [4], seit dem Jahr 2010 in einer modifizierten Form
[9], das iiber den Intensitdtsverlauf und Stimmbhaftigkeit die Silbenkerne und Pausen schétzt,
um direkt Sprechgeschwindigkeit (Silbenanzahl pro Zeitintervall) und Artikulationsrate (Sil-
benanzahl pro Artikulationszeit) — gemittelt iber die Aufnahme — bereitzustellen. Dieses Ver-
fahren wird als Referenz verwendet, um einen aktuellen Ansatz, der auf kiinstliche rekurrente
neuronale Netze (RNN) basiert, zu entwickeln und zu evaluieren. Auf die Alternative, einen
Spracherkenner zu nutzen, um Silben und Lautdauern zu extrahieren, wurde verzichtet, um ein
einfaches, anpassbares und konzeptuell schnelles Verfahren zu erreichen. Ein abschlieBender
Vergleich der Laufzeiten zwischen dem hier vorgestellten Verfahren und Ansétzen mit auto-
matischer Spracherkennung steht noch aus.

2 Automatische Schitzung von Sprechgeschwindigkeit

Das Praat-Skript von De Jong und Wempe [4] wurde fiir das Niederldndische entwickelt. Es
schitzt zuerst Stille und berechnet danach die Intensitét mit einem Zeitfenster von 64 ms. Als
lokale Intensitidtsmaxima gelten solche mit mehr als 0 dB, bzw. 2 dB iiber dem Median, jedoch
nur solche, die eine bestimmten vorherigen Intensitdtsabfall nachfolgen. AbschlieSend werden
alle potentiellen Silbenkerne entfernt, die stimmlos sind, um intensitétsreiche Konsonanten aus-
zuschlielen. Die Sprechrate und Artikulationsrate werden dann als Anzahl von Silbenkernen
iiber die AuBerungsdauer bzw. Artikulationsdauer ermittelt.
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Zur Evaluierung dieses Ansatzes wurde von 258 Personen ca. 46 Stunden Material aufgezeich-
net, jeweils 8 Aufgaben pro Sprecher, und davon 50 Aufzeichnungen (75 min) ausgewéhlt und
hindisch auf Silbenebene annotiert. Talkspurts, also Sprechphasen, wurden anhand von Pau-
senzeiten ab 0,4 sec definiert. Die minimale Spurt-Dauer wurde auf 5 sec gesetzt. Die Korrela-
tion zwischen der Sprechgeschwindigkeit aus annotierten und automatisch geschétzten Silben-
kernen betrdgt r=,71 fiir 441 spurts, und r=,88 fiir die 50 Sprecher, also gemittelt fiir je eine
komplette Aufnahme.

Ein zweiter Datensatz besteht aus 125 min semi-spontaner Sprache von acht Sprechern (4m,
4w). Hier betrigt die Korrelation r=,77 fiir 1171 Spurts und r=,80 gemittelt pro Aufnahme (3
Aufgaben * 8 Sprecher).

Dieses Verfahren wird derzeit (Stand 24.11.2017) 262 Mal bei Google Scholar zitiert, weist
aber auch bekannte Méngel bei der Erkennung unbetonter Silben auf. Die aus der Evaluierung
hervorgehende hohe Ubereinstimmung mit hand-annotierten Daten ist vermutlich der Grund,
dass dieses Verfahren ohne Uberpriifung fiir andere Daten und Sprachen verwendet wird. Als
Beispiele seien hier die Forschungsthemen akustisch-prosodisches Entrainment [5,6],
Sprecherattributionen und- externalisierungen [2,10], Soziale Signale [3], sowie Turn-Taking
[7] genannt.

Eigene Anwendungen zeigten jedoch durchaus ein Abweichen von hédndisch erfasster Artiku-
lationsrate. Fiir bestimmte Anwendungen mag solch ein systematisches Abweichen zu héndisch
annotierten Daten vernachldssigbar sein, solange dieses Abweichen als vergleichbar fiir alle
Sprachsignale angenommen werden kann. Spezielle Anwendungen, wie etwa der Vergleich mit
Daten aus anderen Quellen oder die Steuerung von Sprachsynthesen, verlangen jedoch eine
hohe Genauigkeit. Zudem lésst der Erfolg neuronaler Netze in der Sprachtechnologie in den
letzten Jahren das Verfahren von de Jong und Wempe als potentiell veraltet erscheinen.

Deshalb wird anhand eines bestehenden deutschen Korpus ein RNN trainiert und mit dem etab-
lierten Verfahren verglichen. Neben einer potentiellen Steigerung der Genauigkeit wurde dieser
Ansatz gewihlt, da er weitere Vorteile verspricht:

1. Schnelle, kontinuierliche Schitzung von Sprechgeschwindigkeit
a. notwendig fiir die Umsetzung von akustisch-prosodischem Entrainment in Dialog-
systemen
b. direkt nutzbar auch fiir kurze Aufnahmedauern
c. Tempovariabilitit kann erfasst werden
2. Verallgemeinerbarkeit
a. unabhingig von der Sprachfamilie nutzbar
b. unabhingig von automatischer Spracherkennung

3 Datenmaterial

Aus dem Kielkorpus wurde der Teil semi-spontaner Dialoge zur Terminabsprache [11] verwen-
det. Von insgesamt 32 Sprechern (14 Frauen, 18 Ménner) des Standarddeutschen mit meist
norddeutscher Auspragung stehen Aufnahmen von etwa 3,75 Stunden zur Verfiigung. Auf-
grund der Experimentalsituation sind fiir alle Sprecher getrennte Monodateien (16 kHz, 16 bit)
vorhanden. Aus den vorhanden segmentalen Transkriptionen sind reziproke Laut- und Silben-
dauern in zwei Signale iiberfiihrt worden. Die ,,perzeptuelle lokale Sprechraten” (PLSR) [8] ist
die lineare Kombination aus den beiden Signalen, die iiber ein 625 ms Hann-Fenster gegléttet
wurden. Das Ergebnis ist nicht nur lokal und kontinuierlich, und erlaubt damit die Analyse von
Tempovariabilitit auch bei kurzen AuBerungen, sondern korreliert stirker mit Daten aus Waht-
nehmungsexperimenten im Deutschen als die Silbenrate allein, da es bspw. die Silbenkomple-
xitét berlicksichtigt. Die verwendete lineare Kombination der beiden Raten betrégt:

(1) PLSR = 8,14 * Silbenrate + 3,31 + Phonrate + 6,07
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Auf das Korpus mit der errechneten PLSR [12] konnte hier zuriickgegriffen werden. Fiir das
Training des RNN wurden 70% (bezogen auf die Dateianzahl) der Daten verwendet, um 30%
fiir die Evaluierung zu behalten. Dabei wurden die Sprecher strikt aufgeteilt, d.h. das Material
desselben Sprechers wurde entweder ausschlieSlich im Trainigsset oder ausschlieBlich im Test-
set verwendet. Alle Sprecher wurden fortlaufend von "G364" inklusive dem Evaluierungsset
zugeordnet. So werden 1281 Dateien zum Training, und 555 Dateien fiir die Evaluierung ver-
wendet.

4 Modellansatz und Training

Rekurrente neuronale Netze (RNN) nutzen die Ausgaben einer Schicht von Zellen als Eingabe
fiir dieser oder fritherer Schichten, um Abhingigkeiten zwischen verschiedenen Eingaben zu
beriicksichtigen. Damit eignen sie sich besonders fiir Zeitreihen, wie sie mit der PLSR vorlie-
gen. Die direkte Riickkopplung mit Long Short-Term Memory (LSTM) Zellen sind hierbei
Stand der Technik, da LSTM auch die Modellierung iiber ldngere Zeitfenster ermdglichen. In
wie weit eine lingere Backpropagation iiber die Zeit notwendig ist, wird im Vergleich zu kurzen
Zeitfenstern iiberpriift.

Ein erstes RNN mit 52 LSTM Zellen wurde mit Keras' (Tensorflow als Backend) definiert, das
mit 26 MFCCs und deren Ableitung (25 ms FenstergroBe, 10 ms Schrittweite) einen Eingabe-
vektor von 52 Datenpunkten erwartet. Die ZielgroBe PLSR wurde kontinuierlich modelliert.
Beide Datenarten wurden fiir die Modellbildung normalisiert. Das Modell wurden mit einer
Liange von 30 Eingabevektoren (minibatch) und einer Schrittweite von 3 trainiert. Die Schritt-
weite konnte hier aufgrund einer &lteren Hardware nicht auf 1 gesetzt werden, da mit der der-
zeitigen Implementierung der RAM von 8GB nicht ausreichte. Dies wird jedoch in einer zu-
kiinftigen Version optimiert. Pro minibatch, die alle Daten einer Zeitreihe darstellen, wurde
sowohl ein einzelner normalisierter PLSR-Wert, wie auch 30 Datenpunkte getestet. Dem RNN
schlieft sich eine Ausgabeebene mit 52 Neuronen und linearer Aktivierung an, die die Ausga-
bewerte aus den LSTM Zellen aggregiert. Als loss-Funktion wird der mittlere Quadratfehler
(MSE) und als Optimierer der Lernrate adam mit 0,01 als Startwert fiir die Lernrate verwendet.
Die batch-size betrigt 5000.

5 Evaluierung

Das RNN wird fiir dieselben Trainingsdaten mit der Schitzung durch die Methode von de Jong
& Wempe verglichen. Fiir das Praat-Skript wurde die geschitzte Silbenrate pro Aufnahme mit
den gemittelten Werten der PLSR aus der Datenbank korreliert. Dabei erwiesen sich die fol-
genden Einstellungen am besten, bezogen auf Pearson’s Korrelationskoeffizient » und der Wur-
zel der mittleren quadratischen Abweichung RMSE: Silbenrate anstatt Artikulationsrate, silence
threshold=25dB und minimum dips between peaks=3 (die minimum pause duration wurde nicht
gestestet und blieb bei der Voreinstellung von 0,3 s). Die Korrelation betrigt r=44
(RMSE=23,61), siche auch Abbildung 1. Bei der Entfernung der acht AuBerungen ohne er-
kannte Silbenkerne verdndert sich die Korrelation auf r=,43 (RMSE=22,05).

Fiir die Evaluierung des RNN wurden nur wenige Parametereinstellungen getestet. Das RNN
mit many-to-one Struktur und 30 Samples Zeitfenster erreicht hierbei mit einer Korrelation von
r=,9 (RMSE=11.29) eine deutlich bessere Vorhersage, wie in Abbildung 2 zu sehen ist. Dabei
wird der Zeitverlauf nicht gleichmiBig gut modelliert (Abbildung 3).

Im direkten Vergleich zur many-to-many Version mit 30 PLSR Werten steigt die Korrelation
nur wenig (r=,92, RMSE=10,58). Dagegen hat eine Verringerung der beriicksichtigten Zeit-
spanne stirkere Konsequenzen, da bei einer Reduzierung auf 10 Samples die Korrelation auf

Uhttps://keras.io
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r=,86 (RMSE=17,10) und bei einem Sample auf r=,75 (RMSE=24,40) sinkt, wihrend eine Er-
hohung auf 40 Samples mit r=,91, RMSE=12,16 zu keiner Verbesserung fiihrt. Wéhrend hier
also bereits gute Parametereinstellungen fiir die gegebenen Daten gefunden wurden, ist die Nut-
zung von 52 LSTM-Zellen vermutlich noch iibertrieben, da auch lediglich 10 Zellen mit nach-
folgender hidden layer mit 25 einfachen Neuronen zu r=,89 (RMSE=12,35) und bei 10 Zellen
zu r=,87 und RMSE=13,15 fiihrt.
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Abbildung 1 —-PLSR-Werte gemittelt pro Aufnahme und die vorhergesagten Werte nach De Jong &

Wempe
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Abbildung 2 — PLSR-Werte gemittelt pro Aufnahme und die vorhergesagten Werte durch das RNN
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6 Diskussion und Ausblick

Die méBige Giite des Praat-Skriptes bestitigt frithere, anekdotische Erfahrungen bei der auto-
matischen Schitzung von Sprechtempo fiir die Modellierung von Sympathie in Stimmen mit
akustischen Parametern [13]. Da die PLSR hier ein kontinuierliches, gefenstertes Ma ist, das
zudem noch iiber die Aufnahmedauer gemittelt wurde, stellt sich natiirlich die Frage, ob das
Praat-Skript die urspriingliche Aufgabe der Silbendetektion besser bewiltigt. Hier zeigt sich die
eigentliche Stirke des Praat-Skriptes, dessen erkannte Silbenanzahl pro Datei mit den tatséch-
lichen Silben aus der Annotation mit 1=,995 (RMSE=5,37) fast perfekt korreliert. Anscheinend
liegt das Problem bei der Schéitzung der Sprechzeit bzw. Stille. Ein Vergleich der Silbendetek-
tion mit dem neuen Verfahren steht noch aus.
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Abbildung 3 — Zufillige Aufnahme (Nr. 419) zeigt tatsdchliche PLSR -Werte iiber die Dauer (gelb)
und die vorhergesagten Werte des RNN (blau)

Das RNN-basierte Modell ist natiirlich auf die Doméne und Sprache trainiert, so dass weitere
Datenbanken zur Validierung und Generalisierung neben gelesener auch Spontansprache bein-
halten miissen. Eventuell konnen auch Sprachsynthesesysteme fiir die Materialgenerierung ver-
wendet werden.

Neben dieser Verbesserung des Schéitzers durch das neue Verfahren — ausschlie8lich fiir das
Sprechtempo, nicht die Silben, — soll der neue Ansatz auch einige weitere praktische Vorteile
bringen. So soll mit der kontinuierlichen Schitzung von Sprechtempo ermdglicht werden, auch
Schétzwerte fiir Zeitfenster einer oder unter einer Silbendauer zu ermdglichen, um fiir inkre-
mentelle Dialogsysteme nutzbar zu sein. Zudem kann damit die Tempodynamik fiir paralingu-
istische Fragestellungen analysiert werden.

Das vorliegende Modell kann bereits direkt fiir die (para-)linguistische Analyse von Sprachda-
ten genutzt werden kann, fiir die keine Segmentierung vorhanden sind. Allerdings steht ein
Vergleich mit der Sprechtemposchétzung iiber automatische Spracherkennung noch aus. Dem-
gegeniiber muss fiir die Anwendung in Sprachdialogsystemen, die Sprechtempoinformationen
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fiir bspw. akustisch-prosodische Entrainment nutzen sollen, die Giite des Schétzers noch spezi-
ell fiir AuBerungsanfange und kurze AuBlerungen iiberpriift werden, und die Latenz gemessen
und ggf. verringert werden.

7 Fazit

Der Ansatz, einen kontinuierlichen Sprechtemposchétzer mit RNN zu erstellen, war erfolgreich
und verspricht fiir die kontinuierliche Schétzung von Sprechtempo eine hohere Genauigkeit als
ein bisheriges, etabliertes Verfahren. Jedoch sind noch weitere Validierungen durchzufiihren,
bevor die Einsetzbarkeit gewdhrleistet werden kann. Prinzipiell ist dieser Ansatz, wie viele ver-
gleichbare akustische Modelle, sprachunabhéngig, da im Gegensatz zu Anséitzen mit automati-
scher Spracherkennung, fiir die ein Sprachmodell bzw. eine sprachannotierte Datenbank erfor-
derlich ist, eine Datenbank ausreicht, die lediglich auf der entsprechend relevanten Ebene
(Silbe, Phon, Mora) segmentiert ist, um ein dhnliches Modell zu trainieren. Hier muss kein
perzeptives Modell, wie das der PLSR zugrundeliegende, angenommen werden.
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