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Abstract: Angestrebt ist eine Vorverarbeitung von Audiosignalen aus Mediadaten
durch Klassifikation und Segmentation. Die in den Signalen vorkommende Sprache
soll von den anderen Elementen wie Musik und Hintergrundgerduschen getrennt
werden, um eine ressourcen-optimierte Spracherkennung mit einer hohen
Erkennungsrate zu gewihrleisten. Mediadaten bestehen hiufig aus Elementen, die
nicht eindeutig einer Klasse zuzuordnen sind, sondern Mischformen aus den eben
genannten Audioklassen darstellen. Die gingig fiir die Unterscheidung von Sprache
und Musik eingesetzten akustischen Merkmale wurden daher in einer Mixed-Type-
Multi-Class-Klassifikation angewendet, um darin ihre Aussagekraft zu tiberpriifen.
Bei den verwendeten Merkmalen handelt es sich um statistische Kennwerte der
zeitlichen und spektralen Struktur der Signale: Zero-Crossing-Rate, RMS-Energie,
Spectral Centroid, Spectral Rolloff-Point, Spectral Flux und MFCCs. Wihrend
Sprache auch in den Mischformen mit Musik oder Hintergrundgeriduschen gut als
diese klassifiziert werden konnte, stellt die Diskrimination der Hintergrundgerdusche
ein Problem und eine Herausforderung an zukiinftige Losungsansitze dar.

1 Einleitung

Die automatische Klassifikation und Segmentation von Audiodaten stellt einen grundlegenden
Schritt in der Vorverarbeitung der multimedialen Contenterfassung dar. Die Analyse und das
Retrieval von Inhalten aus Audio- und Videodaten gewinnt zunehmend an Bedeutung, da nur
so eine inhaltsbasierte Suche von Radio- und Fernsehbeitrigen, Videos und Podcasts
(zusammen im Folgenden als Mediadaten bezeichnet) méglich ist. Die steigende Bedeutung
der automatischen Inhaltserfassung wird deutlich, wenn man sich einige Zahlen vergegen-
wirtigt: Laut YouTube werden jeden Tag zwei Milliarden Videos abgerufen und hundert-
tausende von Videos hochgeladen und zwar in jeder Minute 24 Stunden Videomaterial.'
Multimedia- Inhalte wie Podcasts oder Videos laufen mittlerweile on demand nahezu iiberall:
auf der Homepage, dem Laptop, dem Video-iPod oder Handy-Farbdisplay. Heute gibt es
allein im deutschsprachigen Raum unzihlige kleinere wie gréflere Anbieter von solchen
Mediainhalten, die ein gezieltes Auswihlen bzw. Finden von Inhalten sehr schwierig machen.
Eine solche Bereitstellung bzw. Speicherung von Wissen in multimedialer Form ist jedoch
nur sinnvoll, sofern entsprechende Informationen auch wiedergefunden werden konnen.
Dieser Aspekt wird von der ACM SIGMM? als eine groBe Herausfordung fiir die zukiinftige
Richtung der Multimediaforschung formuliert: ,make capturing, storing, finding, and using
digital media an everyday occurrence in our computing environment™ [1].

Der etablierte Ansatz zur Erfassung und Verwaltung der Mediainhalte ist der Einsatz von
Spracherkennungstechnologien, mit denen der Sprachinhalt erfasst wird. Die Inhalte werden
dann mit Zusatzinformationen verkniipft, den sogenannten Meta-Daten. Fiir die automatische
Spracherkennung (ASR: Automatic Speech Recognition) stellt das Aufireten von Sprache im

1 http://www.youtube.com/t/fact_sheet

2 Association for Computing Machinery (ACM) Special Interest Group on Multimedia (SIGMM),
http://sigmm.utdallas.cdu/
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Zusammenhang mit anderen Audioklassen wie Hintergrundgeriuschen oder Musik ein grofles
Problem dar, das sich in einer starken Minderung der Erkennungsleistung der ASR ausdriickt.
Mediadaten sind hinsichtlich ihrer akustischen Natur dufBlert vielfiltig. Das Audiosignal der
Video- und Audiodaten kann von Studioqualitit sein oder wurde urspriinglich iiber ein
Telefon oder einen anderen rauschhaften Kanal tibertragen. Es zeichnet sich durch den
erwihnten Wechsel von Sprachanteilen, Musik und Umgebungsgerduschen, aber auch durch
¢ine Mischung derer aus. Ein Ubergang zwischen Segmenten kann graduell erfolgen wenn
z.B. Hintergrundmusik mit steigender oder abschwingender Lautstérke aufiritt, wihrend der
Wechsel zwischen verschiedenen Sprechern haufig abrupt erscheint oder Personen sogar
gleichzeitig sprechen. Um in einem solchen Audiostream den Sprachinhalt transkribieren zu
konnen, ist es notwendig den Datenstrom zunichst in homogene Abschnitte der auftretenden
Audioklassen zu unterteilen, um vor allem eine Trennung der Sprache von den anderen
Audioklassen zu vollziehen. Dies kann mittels Klassifikation und Segmentation des Audio-
streams erreicht werden. Die Notwendigkeit fiir diese Entwicklungsarbeiten bedingt sich
daraus, dass nur mit Hilfe dieser Trennung eine angestrebte Verarbeitungseffizienz erreicht
werden kann, da nichtsprachliche Elemente nicht weiter analysiert werden miissen, d.h. die
ASR nur auf Segmenten mit Sprache angewendet wird. Nach der Segmentation kann zudem
das Signal von Stérfaktoren bereinigt und somit eine Reduzierung des Signalrauschens
vorgenommen werden. Inakkurate Segmentgrenzen sind eine entscheidende Ursache von
Fehlern der ASR. Die Fehlerquote der Spracherkennungstechnologie kann also bereits durch
die Segmentation signifikant reduziert werden, da diese die Grenzen nicht nach starren
Regeln, sondern an tatsichlich auftretenden Segmentwechseln setzt. Viele praktische
Applikationen konnen von einer solchen Audio-Vorverarbeitung profitieren. Diese sollte
allerdings leicht zu integrieren sein und die Gesamverarbeitungszeit beriicksichtigen. Einige
Herausforderungen, die fiir die ASR zutreffen, gelten auch fiir die Klassifikation der Daten.
So stellen die Mischformen und die Anzahl der verschiedenen Audioklassen, die in Radio-
und Fernsehbeitriigen vorkommen, ein Mixed-Type-Multi-Class Klassifikationsproblem dar.

Im folgenden Abschnitt werden die bisher am haufigsten in der Literatur zur automatischen
Klassifikation und Segmentation von Sprache und Musik verwendeten akustischen Merkmale
beschriecben und verwandte Arbeiten vorgestellt, In Abschnitt 3 werden ausgewihlte
Verfahren getestet und evaluiert und in Abschnitt 4 diskutiert.

2 State of the Art

Die inhaltsbasierte Audioklassifikation ist vorrangig ein Mustererkennungsproblem, fiir das
zwei Hauptaufgaben geldst werden missen. Zum einen miissen akustische Merkmale
(Features) extrahiert werden, die effektiv die signifikantesten Eigenschaften der Audiosignale
reprisentieren und dabei gegeniiber unterschiedlichen Bedingungen robust sind, jedoch
allgemein genug, um verschiedene Audioklassen zu beschreiben. Zum anderen ist ein geei-
gneter Kassifikator zu wihlen, der anhand der extrahierten Merkmale die zu testenden Signal-
abschnitte den entsprechenden Klassen zuordnet. In den letzten Jahren wurden verschiedene
Verfahren mittels unterschiedlicher akustischer Features und Klassifikationsmethoden vorge-
schlagen. Ein Grofiteil davon befasst sich mit der Diskriminierung von Sprache und Musik [2-
5] oder Sprache und Nicht-Sprache [6,7]. Nur wenige beschreiben die Segmentation mehrerer
Klassen [8,9] oder sogar Mixed-Type [10]. Hiufig wird eine Klassifikation auf Sprache und
Musik beschriinkt, da fiir diese Klassen deutliche Unterscheidungskriterien vorliegen.

2.1 Hiufig verwendete akustische Features

Die ersten beiden der folgend aufgefithrten Features werden auf Grundlage der zeitlichen
Ebene berechnet, wihrend die iibrigen der spektralen Domine entstammen und ihnen damit
zumindest eine Fouriertransformation zugrunde liegt. Da das Spektrum von Musik in der
Regel von Frame zu Frame deutlich weniger (d.h. langsamer) variiert, als das von Sprache,
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sollten demzufolge die Delta-Werte der Features eine gute Diskriminationsperformanz bieten,
weshalb sie hdufig ebenfalls verwendet werden.

Zero-Crossing-Rate (ZCR): die ZCR reprisentiert die Anzahl von Nulldurchgingen und
gibt damit die Rate der Vorzeichenwechsel eines Signals innerhalb eines vordefinierten
Fensters an. Die ZCR ist eine einfache Messung des Frequenzgehaltes eines Frames.
Kedem [11] bezeichnet sie als Mal} der ,.,dominant frequency . Saunders verwendet u.a.
die Standardabweichung der ersten Ableitung und das dritte zentrale Moment des
Mittelwerts (Schiefe) der ZCR [2]. Chen et al. 2006 verwenden die Varianz [10]. Lu et al.
stellen fest, dass die Variation der ZCR ein groBeres Disriminationspotential liefert, als
deren exakter Wert. Sie definieren daher ein Merkmal namens High Zero Crossing Rate
Ratio (HZCRR) als das Verhiiltnis der Anzahl der Frames, deren ZCR héher als das 1.5-
fache der durchschnittlichen ZCR eines Fensters von einer Sekunde ist. [12] Sprache
zeichnet sich dadurch aus, dass stimmhafte Laute (geringe ZCR) und stimmlose Laute
(hohe ZCR) auf Silbenebene alternieren. Die Variation der ZCR ist daher fiir Sprache
hoher als filr Musik. Entsprechendes gilt fiir die HZCRR.

Prozentsatz von Frames geringer Energie (PLEF: Percentage of Low Energy Frames
[3] bzw. LSTER: Low Short Time Energy Ratio [12] bzw. SR: Silence Ratio [10]):
Dieses Merkmal ist definiert als der Anteil von Frames, deren RMS Energie kleiner als
50% der durchschnittlichen RMS Energie ist, innerhalb eines vordefinieren Fensters von
gewohnlich einer Sekunde. Der Prozentsatz der Frames geringerer Energie ist gewdhnlich
in Sprachsignalen héher, da darin hiufiger als in Musik stille Momente vorkommen.

Spectral Centroid (SC): Der SC reprisentiert das Zentrum der Energieverteilung des
Frequenzspektrums. Musiksignale erreichen gegeniiber Sprache hdhere Werte des SC
aufgrund von hochfrequenten Rauschanteilen und Percussion Sounds.

Spectral Rolloff Point (SRP): Der Spectral Rolloff Point ist ihnlich dem SC ein MaB zur
Beschreibung der Form des Spektrums. Ermittelt wird die Frequenz, bis zu der sich a% der
Frequenzverteilung aufsummieren. Haufig wird der SRP bei 0=95% gesetzt.

Spectral Flux (SF) oder Delta Spectrum Magnitude: Das Merkmal Spectral Flux dient
dazu, das Ausmalf} an Verinderungen (Fluktuation) des Spektrums zu messen. Es gibt die
durchschnittliche Variation des Spektrums zwischen zwei benachbarten Frames an und
wird errechnet als Euklidsche Norm der Delta Spektrum Magnitude.

Mel Frequency Cepstral Coefficients (MFCCs): Die auch in der Spracherkennung
hiufig verwendeten MFCCs werden auch fiir die Klassifikation eingesetzt. Kos et al.
verwenden als Features die Variation der MFCCs [13]. Geht die Klassifikation und
Segmentation einer ASR voraus, in der MFCCs verwendet werden, werden je nach
Verfahren nur wenige weitere Verarbeitungsschritte benétigt und die Berechnungszeit des
Gesamtsystems nur gering erhéht.

2.2  Verwandte Arbeiten

In diesem Abschnitt werden einige verwandte Arbeiten vorgestellt, in denen zumindest einige
der oben genannten Merkmale in den vorgestellten Verfahren zum Einsatz kommen.

Saunders stellt einen Sprach-Musik-Klassifikator fiir die Segmentierung von Radiosen-
dungen vor, der auf einfachen statistischen Merkmalen wie der ZCR und der Energiekontur
beruht. Unter Einsatz eines multivariater Gaussian Classifier erreicht er eine korrekte
Klassifikation von 98%. Saunders betont, dass durch den strikten Gebrauch von Merkmalen
der Zeitdomine die Notwendigkeit der Verwendung eines FFT-Prozessors vermieden wird,
wodurch eine relativ geringe Berechnungszeit gewihrleistet ist. Fiir dieses Verfahren ist es
Jjedoch nétig Schwellenwerte zu setzen. [2]
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Scheirer und Slaney vergleichen insgesamt 13 verschiedene Features in einem
Musik-/Sprache-Unterscheidungssystem. Es handelt sich um acht Merkmale auf Frame
Ebene: 4 Hz Modulationsenergie (ME), PLEF, Pulse Metric, ZCR, SC, SF, SRP, Cepstrum
Resynthesis Residual Magnitude, sowie jeweils die Varianzen der finf letztgenannten
Merkmale innerhalb eines ein Sekunden langen Fensters. Am effektivsten hat sich eine
Kombination der 4 Hz Modultionsenergie mit der Varianz des SF und dem Pulse Metric, das
die Rhythmikkeit eines Fensters von 5 Sekunden linge ausdriickt, gezeigt. Unter Verwendung
eines Klassifikators, der auf einem k-d-Baum beruht, wird eine Genauigkeit von 94,2%
erreicht. Zur Vergleichbakeit mit der Arbeit von Saunders, berechnen die Autoren eine
Klassifikation auf Basis von nicht-iiberlappenden 2,4 Sekunden Fenstern, in dem sie den
Durschnitt der Ergebnisse der frame-by-frame Klassifikation bilden. Damit erreichen sie eine
Klassifikationsgenauigkeit von 98,6%. [3]

Auch Carey et al. fithren einen Vergleich verschiedener Merkmale durch, bei dem sich zeigt,
dass auch die Tonhohe (Pitch) und Amplitude (Filterbank Energie) gute Unterscheidungs-
kriterien fiir Sprache und Musik sind. Neben Pitch und Amplitude zihlen die ZCR und
Cepstral Koeffizienten sowie jeweils die abgeleiteten Delta-Werte zu den Merkmalen, wobei
jeweils ein Feature mit seinem Delta-Wert kombiniert und mit den anderen Merkmalspaaren
verglichen wird. Die Klassifizierung wird mit Hilfe von Gaussian Mixture Models (GMM)
durchgefiihrt. Das beste Ergebnis erzielen die Cepstral Koeffizienten und Delta Cepstral
Koeffizienten mit einer equal error rate (EER) von 1,2%. Unter Verwendung der Amplituden-
werte kann eine EER von 1,7% erreicht werden, obwohl es das weit weniger komplexe
Modell ist. Pitch mit einer ERR von 4% und ZCR mit einer ERR von 6% konnten diese
Genauigkeit nicht erzielen. [14]

Ein System zur Segmentierung eines Audiosignals in die Klassen Musik, Sprache, Um-
gebungsgerdusch und Stille beschreiben Lu et al. unter Verwendung der folgenden sechs
Features: HZCRR, LSTER, SF, LSP Distance, Band Periodicity (BP) und Noise Frame Ratio
(NFR). Die LSP Distance oder Linear Spectral Pairs - Vector Quantisierung (LSP-VQ) stellt
eine Analyse dar, bei der aus den Trainingsdaten ein speech codebook erstellt und dann der
Abstand zwischen diesem und der LSP Kovarianz Matrix des zu testenden Audioclips
verglichen wird. Die BP gibt die Periodizitit in definierten Subbindern an, die aus einer
Subband-Korreltionsanalyse hergeleitet wird. Das NFR ist das Verhiltnis von Noise Frames
zur Gesamtzahl der Frames eines Audioclips, wobei ein Frame als ein Noise Frame definiert
ist, wenn das lokale Maximum der normalisierten Korrelationsfunktion unter einem fest-
gelegten Schwellenwert liegt. Die Klassifikation erfolgt in zwei Schritten. Zunéchst wird
unter Verwendung der Merkmale HZCRR, LSTER und SF mittels eines k-Nearest-Neigbour
(k-NN) Klassifikators und der Analyse per LSP-VQ eine Unterscheidung der Klassen Sprache
und Nicht-Sprache durchgefiihrt. Im zweiten Schritt werden die Nicht-Sprach-Segmente nach
einem regelbasierten Schema weiter in die Klassen Musik, Umgebungsgeriusche oder Stille
unterteilt. Anhand der Festlegung von Schwellenwerten fiir die Short-Time Energy und die
ZCR wird zuniichst entschieden, ob es sich um Stille handelt. Fiir die restlichen Segmente
erfolgt die Unterscheidung in Musik und Umgebungsgeréusche mit Hilfe von BP, SF und
NFR. Hierbei wird entschieden, ob es sich um Umgebungsgeridusche handelt, alle iibrigen
Segmente miissen dann Musik sein. Auch in diesem Schritt kommen vordefinierte Schwellen-
werte zum Einsatz. Bei der Auswahl der verwendeten Merkmale, gilt der SF einzig als in der
Lage eine Unterscheidung von tonalen Umgebungsgerduschen und Musik vorzunechmen, denn
BP und NFR bei tonalen Umgebungsgeriuschen dhneln denen von Musik, nur der SF liegt
iiber dem durch Experimente festgelegten Schwellenwert. Zur Segmentierung eines Audio-
streams klassifizieren Lu et al. Segmente einer Linge von einer Sekunde. Um die
Klassifikationsgenauigkeit zu erhéhen, werden mittels Smoothing unplausible Segmente
entfernt. Mit diesem System erreichen die Autoren fiir die Zuordnung der Klassen Sprache,
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Musik und Umgebungsgeriiusch eine Klassifikationsgenauigkeit von 96,51%. Betrachten sie
lediglich die Klassen Musik und Sprache erreichen sie eine Genauigkeit von 98,03%. Das
System eigne sich auch fiir die Echzeitverarbeitung von Multimedia Applikationen. [12]

Ein System zur online Unterscheidung von Musik und Sprache im Broadcastbereich wird von
Kos et al. erliutert. Die verwendeten Merkmale basieren auf der Varianz der MFCCs
(MFCCYV). Die Idee hinter dieser Merkmalskonstruktion liegt in der Energievariation in
einem schmalen Frequenzsubband, wobei die Variation fiir Sprache grofier ist als die fiir
Musik. Verglichen werden vier Feature-Sets: 1.) ein Set bestehend aus fiinf Mermalen (je den
Varianzen von ZCR, PLEF, SF, SC, SRP), 2.) MFCCs [0-12], 3.) MFCCV und 4.) MFCCV in
Kombination der finf Merkmale des 1. Sets. Das beste Ergebnisse liefert das 4. Featur-Set
(MFCCV + mix) mit 98,30%, aber auch die MFCCV allein erreicht 98,06%. Dabei wird
jeweils die Sprache etwas schlechter als bei den herkémmlichen MFCCs erkannt, Musik
jedoch besser. Damit ist die Gesamtklassifikation genauer als bei Verwendung der MFCC
(96,77%). Ein Vorteil der MFCCV besteht in der leichten Implementierung und der geringen
zusitzlichen Rechenzeit fir ASR-Systeme, die MFCCs verwenden, da nur ein weiterer
Berechnungsschritt notig ist. [13]

Ein Vergleich der einzelnen Ansitze untereinander ist kaum aussagekriftig, da unterschied-
liche Testdaten verwendet werden. Dennoch sind in Tabelle 1 die jeweils effektivsten Merk-
male und Klassifikatoren der beschriebenen Verfahren nocheinmal zusammengefasst, um
einen Uberblick iiber die verschiedenen Umsetzungsmoglichkeiten und die dabei erzielte
Klassifikationsgenauigkeit zu bieten.

Autor/en | Features Klassifikator Klassifikations-
genauigkeit
Saunders | ZCR, Energiekontur Multivariate Gaussian Classifier 98.,00%
Scheirer & |4 Hz ME, Varianz SF, |Spatial partitioning scheme based on |98.60%
Slaney Pulse Metric k-d-trees
Carey et al. | Cepstral Coefficient, GMM 98,80%
Delta Cepstral Coeff. [ (EM-Algorithmus)
Lu et al. HZCRR, LSTER k-NN 98,03%
SF, LSP Distance (fur Sprache, Musik &
BP, NFR Umgebungsgerdusche
96,51%)
Kosetal. |MFCCV GMM (Log-Likelihood-Estimation) |98,06%

Tabelle 1: Die effektivsten Features und Klassifikatoren aus den in den verwandten Arbeiten
vorgenommenen Vergleiche sowie deren Klassifikationsgenauigkeit.

3 Test und Evaluation

Da die verschiedenen in der Literatur vorgestellten Verfahren sich entweder mit der
Klassifikation von nur zwei Klassen (Musik und Sprache) befassen oder eine Datenbasis
verwenden, die jeweils Klassen eines eindeutigen Typus enthalten und keine Mischformen
wie sie in Radio- und Fernsehsendungen vorkommen, wurden in der vorliegenden Arbeit
einige der beschreiebenen Features in einer Klassifikation mit mehreren Klassen (Muti-Class)
und mit Klassen, die Mischformen (Mixed-Type) enthalten, getestet.

3.1 Datenbasis

Die Datenbasis wurde aus Fernsehbeitriigen gewonnen, die von verschiedenen offentlichen
und privaten Fernsehsendern ausgestrahlt wurden. Die Audiodaten wurden mit einer Sample-
rate von 16 kHz, 16 bit Auflisung, mono extrahiert. Jeweils 100 Audioclips der Linge 2-10
Sekunden wurden fiir die folgenden Klassen gesammelt: Sprache, Musik, Hintergrund-
geriiusche bzw. Umgebungsgerdusche (Noise), Stille, Sprache mit Musik (SpraMus), Sprache
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mit Noise (SpraNoi). Die Daten enthalten sowohl minnliche als auch weibliche Sprecher, mit
Studio- und Telefonkanal-Aufnahmebedingungen. Moglichst viele verschiedene Musikgenres
sind vertreten sowohl mit Gesang als auch ohne. Da die Audioclips aus Fermnsehsendungen
gesammelt wurden, gehoren zu der Klasse Musik auch verschiedene Arten von Jingles. Die
Hintergrundgerdusche waren unterschiedlicher Art, so wurden dieser Klasse z.B. sowohl
Applaus und Jubel, Straflenldrm, das Schlagen von Tiiren oder Maschinenlirm als auch eher
tonale Geriiusche wie Vogelgesang zugeordnet.

3.2 Verwendete Feature-Sets

In der hier vorgestellten Arbeit wurden zuniichst Klassifikationen auf Grundlage der im
Abschnitt 2.1 beschriebenen gidngigsten Features berechnet und verglichen. Die Feature-
Extraktion wurde mit Hilfe des opensource Toolkits openSMILE [15] vorgenommen. Die
berechneten Features werden auch als low-level Deskriptoren (LLDs) bezeichnet. Die LLDs
wurden zunichst mittels eines Moving Average Filters der Festerlidnge 3 geglattet. Um die
Konturen der jeweiligen LLDs in einem Merkmalsvektor zu vereinen, wurden verschiedene
statistische Funktionswerte berechnet. Fiir jedes Merkmal wurden zudem die Delta-Werte
bestimmt. Diese sind jeweils zusitzlich Bestandteil der Feature-Sets. Die verwendeten
Features sowie die darauf angewandten statistischen Funktionen sind in Tabelle 2 aufgelistet.

Name des Feature-Sets | Features Funktionen
rms_zcr RMS-Energie Varianz
ZCR Standardabweichung (stddev )
Skewness

Percencentilel.0
Percentile99.0

spectral Spectral Centroid Varianz
Spectral Rolloff Point (95%) |Standardabweichung (stddev )
Spectral Flux Skewness
Spectral Entropy arithmetisches Mittel (amean)
mfee MFCC [0-14]

Tabelle 2: Name der Feature-Sets, darin verwendete Feature und statistischen Funktionen

Das Merkmal Spectral Entropy stellt ebenfalls ein Mafl der Verteilung der Frequenzkompo-
nenten dar und wird berechnet aus dem Power Spektrum. Die Funktionen Percentilel.0 und
Percentile99.0 geben jeweils den minimalen bzw. maximalen Ausreifier robusten Wert der
LLD-Kontur an, der von der 1%- bzw. 99%-Perzentilen reprisentiert wird. Die Feature-Sets
wurden einzeln und in jeweiliger Kombination getestet. Fiir die Klassifikation wurde ein
Naive-Bayes-Klassifikator gewihlt, der bei schneller Berechnungszeit gute Klassifikations-
raten liefert. Sie wurde unter Verwendung des Weka Toolkits [16] ausgefithrt. Zur Uberpriif-
ung der Klassifikationsgenauigkeit wurde eine 10-fach Kreuzvalidierung vorgenommen.

3.3 Ergebnisse und Evaluation

Die Klassifikationsgenauigkeit der einzelnen Feature-Sets fiir die Klassifikation von Sprache
und Musik einerseits und der Multi-Class-Klassifikation von Sprache, Musik, Noise und Stille
andererseits ist in Tabelle 3 dargestellt. Angegeben ist jeweils die Gesamtklassifikationsrate
aller Klassen. Aufgrund der geringen Datenbasis sind nur vorsichtige Schliisse zu ziehen.
Dennoch konnte fiir die Unterscheidung von Sprache und Musik eine vergleichbare Klassifi-
kationsgenauigkeit erreicht werden wie sie in den oben vorgestellten Studien jeweils dar-
gestellt wurde. Dies war zunidchst als Basis fiir weitere Untersuchungen zu testen. Die
verschiedenen Feature-Sets unterscheiden sich in der Klassifikationsrate nur gering.
Vorzuziehen ist daher das Verfahren mit der geringsten Berechnungszeit, das in diesem Fall
das rms_zcr Feature-Set ist,
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Genauigkeit der Klassifikation von

Feature-Sets Sprache | Musik | Sprache | Musik | Noise | Stille
FIms zcr 97.5% 85,5%

spectral 89.5% 74.,0%

mfce 96,5% 79,0%
Feature-Set-Kombination

rms_zcr + spectral 97.,0% 85,5%

rms_zer + mfee 97.5% 84,8%

rms_zer + spectral + mfce 97.,0% 85,2%

Tabelle 3: Gesamtklassifikationsrate fiir die Unterscheidung von Sprache/Musik sowie
Sprache/Musik/Noise/Stille  (Multi-Class-Klassifikation) unter Verwendung der jeweiligen
Feature-Sets.

Die Klassifikation von mehreren Klassen, in diesem Fall von Sprache, Musik, Noise und
Stille, ergibt deutlich geringere Gesamterkennungsraten. Betrachtet man jedoch die
Konfusionsmatrix der Klassifikation des rms zcr Feature-Sets wird deutlich, dass es zu
hiufigen Konfusionen zwischen den Klassen Musik und Noise kommt. Das war zu erwarten,
da aufgrund der Verschiedenartigkeit von Hintergrundgeriuschen die Audioclips der Klasse
Noise viele musikihnliche Komponenten enthalten (z.B. Vogelgesang oder rhythmisches
Klatschen). Sprache wird gut erkannt mit einer False Positive Rate (FP)=0.007,
Precision=0.98 und Recall=0.97. Stille wurde bewuBlt als Klasse ausgewihlt, um eine
vorausgehende separate Trennung der stillen Segmente eines Audioclips und damit einen
vorausgehenden Arbeitsschritt zu vermeiden. In weiteren Untersuchungen kénnte iiberpriift
werden, ob dieser vorangestellte Arbeitsschritt sinnvoll ist. Realisiert werden kénnte dieser
durch das Setzen von Schwellenwerten von Merkmalen wie der ZCR oder Energiewerten.

Auch fiir das Mixed-Type-Multi-Class-Klassifikationsproblem, bei dem die Klassen Sprache,
Musik, Noise sowie die Mix-Klassen Sprache mit Musik (SpraMus) und Sprache mit Noise
(SpraNoi) zuzuordnen waren, ergaben die Feature-Sets rms_zcr, spectral und mfec ihnliche
Klassifikationsraten, wobei das Set bestehend aus den 15 MFCCs und deren Delta-Werten mit
66,48% die hochste, wenn auch eine sehr schlechte Gesamtgenauigkeit erzielte (vergleichbar
mit [10]). Betrachtet man jedoch die Konfusionsmatrix, ist zu erkennen, dass Sprache mit
85,6% als solche klassifiziert und ausschliefilich mit den Klassen in denen Sprache mit Musik
oder Noise vorkommt verwechselt wurde. Auch die Mix-Klassen werden mit Sprache, aber
hauptsidchlich untereinander verwechselt, was konsistent ist mit der Verwechslung der
Klassen Musik und Noise, da die Sprache in den Mix-Klassen zusammen mit Musik oder
Noise auftritt. Definiert man die Mix-Klassen als Sprache und fithrt erneut eine Klassifikation
durch, wird die Klasse Sprache gegeniiber Musik und Noise zu 92,88% korrekt klassifiziert
(FP=0.055, Precision=0.966, Recall=0.929 fiir die Klasse Sprache).

4 Diskussion und Ausblick

Die in der vorliegenden Arbeit verwendeten Features sind nur bedingt geeignet, um
Mediadaten zu klassifizieren. Es konnte gezeigt werden, dass Sprache auch in der Mixed-
Type-Multi-Class-Klassifikation relativ gut erkannt wird. Verbesserungsbedarf besteht jedoch
bei der Abgrenzung von Umgebungsgeriuschen zu den anderen Audioklassen, vor allem
wenn sie musikihnlich sind. Das Hauptproblem liegt darin, dass Hintergrundgeridusche so
unterschiedlicher akustischer Art sind, dass fiir sie anhand der bisher eingesetzten Features
keine klaren Zuordnungskriterien festgesetzt werden kénnen. Ebenfalls [10] konstatiert, dass
die Klassifikation von Noise das Hauptproblem darstellt. Auch auf dynamischer Ebene, auf
der sich die Variationen von Merkmalen zwischen Sprache und Musik unterscheiden, ist fiir
Noise keine allumfassende Aussage zu treffen. Der Vergleich der Energickonzentrationen
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einzelner Frequenzbiinder untereinander in Kombintion mit der Variation {iber die Zeit kénnte
auf Merkmalsebene zu besseren Ergebnissen fithren. Ein weiterer Lésungsansatz knnte darin
liegen die Klassifikation in mehreren Schritten auszufiihren dhnlich wie in [12] und weitere
Klassifikatoren zu testen. Diese Arbeit stellt erste Ergebnisse zu Beginn einer fortlaufenden
Untersuchung dar. Fiir weitere Analysen muss dic gesammelte Datenbasis stark erweitert
werden.

Das vorrangige Ziel der Klassifikation und Segmentation fiir die geplante Applikation, die zur
Medienbeobachtung eingesetzt wird, liegt in der Identifikation der Sprachsegmente eines
Audiostreams, so dass nur diese zur Verringerung der Verarbeitungszeit an die Speech-to-
Text-Engine weitergegeben werden miissen. So konnten die vorgestellten Feature-Sets in
einer solchen Applikation zunéchst fiir eine Unterscheidung von Sprache und Nicht-Sprache
eingesetzt werden. Fiir zukiinftig geplante Umsetzungen wire das jedoch nicht ausreichend.
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