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Abstract

Kiinstliche Neuronale Netze (KNNs) haben mehrfach ihre
Eignung fiir Aufgaben aus dem Bereich der Mustererken-
nung unter Beweis gestellt. Das hier vorgestellte For-
schungsprojekt hat zum Gegenstand, einen neuronalen
Klassifikator zur sprecherabhingigen
Einzelwortspracherkennung mit dem erprobten DTW-
Algorithmus (Dynamic Time Warping) zu vergleichen.

Dieser Beitrag stellt zunichst die Hard- und Software-
komponenten des KNN-Simulationstools TUNE vor. Mit
einer Versuchsreihe wird ein erster Leistungsvergleich des
KNN mit dem DTW-Verfahren vorgenommen. Dabei wird
besonders auf die Problematik des Einspeisens von Merk-
malsdaten in das Neuronale Netz eingegangen.
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1 Einleitung

Im Gegensatz zu den traditionellen Verfahren der automatischen Spracherkennung basiert die
Klassifizierung mit kiinstlichen neuronalen Netzen weder auf einem algorithmischen Muster-
vergleich, noch auf einem stochastischen Modell. Wihrend der Trainingsphase adaptiert das
neuronale Netz auf charakteristische Merkmale, die vom Trainingsmaterial abhdngen. Wenn
das Netz ausreichend trainiert wurde, ist es in der Lage, aus Ahnlichkeiten in diesen Merkmalen
die Klassifizierung abzuleiten.

Wihrend der Klassifierungsvorgang sehr effizient ablduft, benétigt das Training des neuronalen
Netzes viele Durchgédnge mit einer Reihe von reprisentativen Datensitzen. Daher besteht ein
hoher Rechenbedarf, der zum Beispiel durch parallele Rechnerstrukturen bereitgestellt werden
kann.

Nachdem im folgenden Abschnitt kurz die Berechnung der Eingangsdaten fiir das Netz erldutert
wird, soll im dritten Abschnitt auf Struktur und Arbeitsweise des Netzes eingegangen werden.
Im vierten Teil wird das Simulationssystem in Hard- und Software vorgestellt. Und schlieBlich
soll mit einigen Experimenten die Leistungsfihigkeit des neuronalen Netzes demonstriert
werden.

2 Merkmalsgewinnung

Das Sprachsignal wird mit einem Digital Audio Tape (DAT) aufgezeichnet, wobei eine
Abtastfrequenz von 48 kHz und eine Auflésung von 16 bit verwendet wird. Das Signal wird
zuvor nicht bandbegrenzt. Die Daten gelangen digital zu einem Signalprozessor (DSP, siehe
Bild 1), der fiir Zeitframes von je 16 ms Dauer das Leistungsspektrum mittels einer FFT
berechnet. Zusitzlich werden Energie und Nulldurchgangsrate jedes Frames ermittelt.
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Bild 1: Merkmalsgewinnung und Wortsegmentierung

Der nachfolgende ProzeB detektiert aus Nulldurchgangsrate und Energie die Wortgrenzen und
faBt die Spektrallinien zu 8 oder 16 Komponenten eines Merkmalvektors fiir jeden Zeitframe
zusammen. Die Merkmalsdaten, eine variable Anzahl von Vektoren je Wort, werden auf dem
Massenspeicher des angeschlossenen PCs gespeichert. Die gesamte Vorverarbeitung kann in
Echtzeit erfolgen.
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3 Das Neuronale Netz

Neuronale Netze gehenin der Regel von einer einheitlichen Grundzelle, dem kiinstlichen Neuron
aus [Lip-87]. Die besonderen Netzeigenschaften werden durch die Art der Verbindungsstruktur
und das Lernverfahren geprégt. Auch spielt die Umgebung des Netzes eine Rolle, d.h. die Art,

wie Daten an das Netz angelegt werden und die Ausgangsdaten interpretiert werden

Netztopologie

Das hier vorgestellt Netz, ein Multilayer-Perceptron (MLP) gehort der Klasse der
Feedforward-Netze an, es weist keine Riickkopplungen auf (Bild 2).
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Bild 2: Struktur des untersuchten neuronalen Netzes

Jedes der 55 Neuronen in der verborgenen Lage hat 64 Eingiinge, die alle mit denselben
Daten gespeist werden. Je 5 bis 8 Neuronen in der verborgenen Lage bilden eine Art Cluster,
von dem aus jeweils nur ein Ausgangsneuron seine Information bezieht. Daher muB in jedem
Cluster genau die Information ausgeprigt werden, die das jeweilige Ausgangsneuron in die
Lage versetzt, bei Testworten "seiner" Klasse aktiv zu werden, bei allen anderen Worten
jedoch inaktiv zu bleiben.

Lernverfahren

Als Lernverfahren fiir einen Klassifikator kommen nur Supervised-Learning-Methoden in
Frage, also Verfahren, die einen Lehrer voraussetzen. Die gingigste Methode ist das
Error-Backpropagation-Verfahren [Rum-86], ein zuverldssiges und gut untersuchtes Ver-
fahren, das ein fiir das Neuron lokales Fehlermal in der Richtung des Gradienten minimiert.
Backpropagation bendtigt sehr viele Iterationen, und es besteht die Gefahr, daB das Netz auf
ein lokales Optimum hin trainiert wird und das tatséichliche Optimum verfehlt. In der Praxis
konnten solche Effekte von mir jedoch noch nicht beobachtet werden.

Alternativ ist der Extended-Kalman-Algorithmus implementiert, ein an dem Speicher-
platzbedarf und der Rechenzeit gemessen extrem aufwendiges Verfahren [Kla-90]. Es
vermeidet jedoch prinzipiell lokale Minima der Fehlerfunktion, sondern strebt statt dessen
das globale Optimum an. Wegen des Speicherbedarfs (das hier vorgestellte Netz wiirde mehr
als 10 MByte Arbeitsspeicher bendtigen) und der Rechenzeit, die hier ca. 10° mal lénger als
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bei Backpropagation wire, sind sinnvolle Untersuchungen erst bei erheblich leistungsfi-
higeren Rechnern mdéglich. Daher wurde ausschlieBlich mit dem Backpropagation-
Verfahren trainiert.

Der Trainings- und Klassifizierungsvorgang

Aus dem Sprachdatenmaterial werden fiir jede Klasse 5 Proben fiir das Training ausge-
sondert. In jeder Iteration wird die Reihenfolge der Trainingsworte neu nach dem Zufalls-
prinzip geordnet. Es wurde so lange trainiert, bis der mittlere quadratische Fehler (RMS)
eine Schranke von 0,1 unterschritten hatte.

Um ein einzelnes Wort zu trainieren, werden nacheinander Teile des Gesamtwortes an das
Netz angelegt. Diese Teile bestanden hier aus je 8 Merkmalsvektoren mit je 8 Komponenten
(vgl. Abschnitt 2 Merkmalsgewinnung). Diese Gruppen von Vektoren, die sogenannten
Frame-Groups, werden alle unabhingig voneinander trainiert. Damit ein gewisser Zeitbezug
auch iiber die Grenzen einer Frame-Group erhalten bleibt, kann zwischen aufeinanderfol-
genden Frame-Groups ein Uberlappungsbereich definiert werden (Bild 3). Das erste
Experiment untersucht genau diese Thematik.

Beispiel: Frame-Group: 4 Frames
50% Uberlappung = 2 Frames
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Bild 3: Uberlappende Frame-Groups

Beim Klassifizierungsvorgang werden ebenfalls iiberlappende Frame-Groups an das Netz
gelegt, die einzeln klassifiziert werden. Da das Netz kein "Gedachtnis" hat, wird kein
Zusammenhang mit zuvor dargebotenen Groups hergestellt. Daher wird zur Klassifizierung
eines vollstindigen Wortes der zeitliche Mittelwert der Einzelergebnisse aller zugehérigen
Frame-Groups gebildet. Das dem Ausgang mit dem hochsten Mittelwert zugeordnete Wort
gilt als erkannt.

4 Das Simulationssystem TUNE

Da die Entwicklung von Spezialschaltungen, die kiinstliche neuronale Netzwerke abbilden, erst
in den Anfangsstadien steht, werden iiberwiegend schnelle Computer zur Simulation der neu-
ronalen Netze eingesetzt. Dabei sind zwei Punkte zu beachten. Eine Parallelisierung der
Rechenschritte wire sinnvoll, da das biologische Vorbild ebenfalls, sogar hochgradig, parallel
arbeitet. Allerdings ist auch der hohe Kommunikationsbedarf zu beachten, der jede Paralle-
lisierung erschwert.

Hier erscheinen die Transputer sinnvoll, da diese Prozessoren speziell fiir die Parallelverar-
beitung optimiert sind. Zur Kommunikation dienen schnelle serielle Verbindungen, die Links,
von denen jeder Transputer 4 Stiick auf dem Chip integriert hat. Das hier vorgestellte
Simulationssystem TUNE (TU Neural Network Environment) basiert daher auf einem Multi-
Transputer-System.

Hardware-Komponenten

Das TUNE-System besteht aus einer variablen Zahl von Prozessorbaugruppen VMETPS.
Jedes dieser Boards ist mit 5 Transputern T800 bestiickt, die eine eigene Floating-Point-Unit
auf dem Chip integriert haben. Jeder Transputer auf der VMETPS5 hat einen lokalen
Arbeitspeicher von 1 MByte, der auf 4 MByte erweitert werden kann.
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Um die Kommunikationsstruktur optimal auf die Anforderungen der Software anpassen zu
konnen, lassen sich die Transputer-Links, die Punkt-zu-Punkt-Verbindungen darstellen, iiber
die LINKNET-Logik softwaregesteuert konfigurieren [Neu-89]. Weitere Transputerbau-
gruppen mit LINKNET-Interface koénnen iiber die LINKNET-Backplane in das variable
Verdrahtungskonzept einbezogen werden.

Uber die Modultrigerbaugruppe TP3-IO lassen sich Ein-/Ausgabemoduln in das Trans-
putersystem integrieren. Die TP3-IO ist mit drei 16-bit-Transputern T222 bestiickt, von
denen jeder ein Aufsteckmodul bedienen kann. Uber das LINKNET-Interface kénnen die
Ein-/Ausgabeaufgaben von beliebiger Stelle im Multi-Transputer-System aus gesteuert
werden. Im Simulationssystem TUNE wird ein Interface-Modul zum DAT-Recorder ein-
gesetzt.

Die Bedienung des Systems und die Speicherung von Parametersitzen und Sprachdaten
erfolgt auf einem PC, der iiber ein Linkinterface PCLINK1 mit dem Transputernetzwerk
kommuniziert.

Software-Tasks

Das ANN-Simulationssystem besteht aus den Prozessen Net Server, Net Master und
mehreren Subnets, die iiber den Window Manager und den Filer Verbindung zur
AuBenwelt halten (Bild 4) [Bra-90] [Neu-90].

O

Software Processes

Transputer T800

Bild 4: Software-Tasks des Simulationssystems TUNE

Die Subnet-Prozesse sind alle identisch aufgebaut, sie bestehen aus den zwei parallelen
Prozessen Mux und Worker. Jedes Subnet erhiilt als Parameter einen Index, der fiir den
MultiplexerprozeB bestimmt ist. Kommandos oder Daten, die vom Net Master gesendet
wurden, sind mit einer Kennung versehen und werden nur dann zum lokalen Worker
gesendet, wenn die Kennung mit dem Index iibereinstimmt. Andere Botschaften werden
zum nichsten Subnet weitergeleitet.
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Jeder Worker berechnet nur einen Teil des Gesamtnetzes. Die Informationen iiber das
Gesamtnetz sind dezentral in den einzelnen Workern abgelegt. Daher dient die Paralle-
lisierung nicht nur der Steigerung der Rechenleistung, sondern ermdéglicht dariiberhinaus
die Simulation méchtigerer Netzwerke. .

Uber die Aufteilung des Netzwerkes auf die Worker und deren Koordination wacht der Net
Master. Er steuert die Berechnungen und fat Ergebnisse und Zwischenresultate zusammen.
Wiihrend der eigentlichen Simulationsrechnungen ist der Net Master arbeitslos.

Der Net Master wird vom Net Server bedient. Der Net Server stellt die Merkmalsdaten
bereit und beauftragt das Netz mit der Klassifizierung. Beim Lernen wird der Ergebnisvektor
des Netzwerks mit der Zielvorgabe (target vector) verglichen und die Differenz (delta vector)
zur Korrektur ins Netz eingespeist. Zusitzlich fiihrt der Net Server statistische Auswertungen
durch, die den Lernvorgang transparenter machen. Beim Erkennungsvorgang wird das
Klassifikationsergebnis berechnet.

Eine weitere wichtige Aufgabe des Net Servers ist die Eingabemdglichkeit einer Vielzahl
von Parametern, ein Net Editor erlaubt die Definition der Topologie von Netzwerken.

Die gesamte Benutzerfiilhrung wird tiber einen Window Manager abgewickelt, der iiber
eine Reihe "intelligenter" Funktionen verfiigt. So lassen sich Menu-Strukturen definieren,
Kurvenverldufe automatisch skaliert darstellen und vieles mehr. Zu Dokumentations-
zwecken kénnen Bildschirminhalte gespeichert werden (Bild 5).
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Bild 5: Benutzeroberfliche des Simulationssystems TUNE
Rechenleistung

Die Implementierung des Simulationssystems auf Transputerbasis hatte zum Zweck, die
Rechenleistung abhingig von der Zahl der Prozessoren beliebig steigern zu kénnen, um auch
groBe Netzwerke in einer angemessenen Zeit trainieren und untersuchen zu kénnen. Daher
wurden Untersuchungen vorgenommen, die die Effizienz der parallelen Implementierung
dokumentieren.
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Bild 6: Verarbeitungsleistung in Abhéngigkeit von der Transputerzahl

Die Kurven im linken Diagramm von Bild 6 entsprechen voll den Erwartungen. Die erreichte
Leistung betrdgt mit 5 Worker-Transputern beim Erkennen 700.000, bzw. beim Trainieren
375.000 berechnete Verbindungen pro Sekunde. Jedoch 1éBt der Kurvenverlauf vermuten,
daB bei groBeren Transputerzahlen keine lineare Leistungszunahme zu erwarten ist.

Die beiden Kurven im rechten Diagramm von Bild 6 zeigen, daf3 bei kleineren Netzen die
Rechenleistung durch den Overhead, der durch die Kommunikation entsteht, bei gréBeren
Transputerzahlen wieder abnimmt.

Dieser Effektkann durch eine verbesserte Kommunikationsstruktur verschoben werden, z.B.
durch eine Baum- statt der Ringstruktur. Allerdings wird auch dann eine Prozessorzahl zu
erwarten sein, die ein Optimum fiir die simulierte Netztopologie darstellt. Um eine bessere
Vorstellung zu ermoglichen, was bereits mit drei Worker Transputern zu erreichen ist, seien
noch zwei Zahlenbeispiele genannt: Das Netz ANN1 bendétigt fiir 100 Lerniterationen mit
je 50 Sprachproben (3 Worker-Transputer) ca. 25 Minuten, ein kleineres Netz mit 3640
Verbindungen ca. 12 Minuten.

5 Experimente

Bevor Vergleichsuntersuchungen zu einem algorithmischen Klassifikationsverfahren, dem
Dynamic Time Warping (DTW), angestellt werden, soll der Effekt der Uberlappung zwischen
aufeinanderfolgenden Frame-Groups, die an das neuronale Netz angelegt werden, dokumentiert
werden. Untersucht wurde das im Abschnitt 3, Netztopologie, vorgestellte Netz mit 3640
Verbindungen. Als Sprachmaterial dienten die Ziffern "Null", "Eins", "Zwei" bis "Neun".

Bestimmung der optimalen Grofie des ﬁberlappungsbereichs von
Frame-Groups

Dieses Experiment dient der Feinabstimmung des neuronalen Netzes. Ein groBer Uberlap-
pungsbereich zwischen aufeinanderfolgenden Frame-Groups beim Training bedeutet, daf3
redundante Information gelernt wird. Daher ist es wiinschenswert, in der Lernphase
moglichst wenig Muster zu trainieren, also einen kleinen Uberlappungsbereich zu wihlen.
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Das Testnetz wurde jedes Mal mit Frame-Groups von je acht Merkmalsvektoren trainiert,
jedoch mit unterschiedlichen Uberlappungen von 0, 4 und 7 Frames. Nach jeweils 1000
Iterationen, die ca. 1, 2, bzw. 5 Stunden in Anspruch nahmen, wurden diese drei angelernten
Netze zur Klassifizierung von unbekanntem Sprachmaterial desselben Sprechers herange-
zogen. Auch bei der Klassifizierung wurde die Gré8e des Uberlappungsbereich variiert, in
der abgebildetetn Grafik sind die Werte 0, 2, 4, 6 und 7 Frames dokumentiert.
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Bild 7: EinfluB des Uberlappungsbereichs auf die Erkennungsleistung

Die untere Versuchsreihe zeigt deutlich, daB ein Training ohne iiberlappende Frame-Groups
keine befriedigenden Ergebnisse bringt. Ferner kann die Aussage formuliert werden, dafl
beim Erkennen eine maximale Uberlappung zu wihlen ist (jeweils die oberste Siule). Aber
die wesentliche Folgerung aus diesem Experiment ist, dal beim Training auf eine maximale
Uberlappung verzichtet werden kann (mittlere Versuchsreihe), ohne daB eine schlechtere
Erkennungsleistung resultiert.

Vergleich von KNN und DTW

AbschlieBend soll die Leistungsfihigkeit des neuronalen Klassifikators mit der eines
Klassifikators mit dem Dynamic-Time-Warping-Algorithmus (DTW) [Rab-81] verglichen
werden.

Erkennungsleistung (%)

100 100

Sprecher 1 Sprecher 2 Sprecher 3 Sprecher 4
Bild 8: Erkennungsleistung von KNN und DTW
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Das Diagramm in Bild 8 zeigt, daB das kiinstliche neuronale Netz der DTW iiberlegen ist.
Der Vorteil des KNN gegeniiber der DTW wird groBer, wenn die Sprachproben "schwieriger"
zu klassifizieren sind. Der neuronale Klassifikator erscheint also robuster.

6 Zusammenfassung und Ausblick

Die Simulationkiinstlicher neuronaler Netze mit paralleler Transputerhardware ist trotz gewisser
Limitierungen durch Kommunikationsengpisse ein lohnender Ansatz. Zweifelsfrei kann durch
Einsatz von speziell auf KNN-Simulation abgestimmter Hardware noch ein Vielfaches an
Leistung erzielt werden, jedoch wird dann auch ein héherer finanzieller Einsatz erforderlich.

Die untersuchte Netzstruktur ist gut in der Lage, die Problemstellung der sprecherabhingigen
Einzelworterkennung zu 16sen, das Netz klassifiziert besser und anscheinend auch robuster als
das Dynamic-Time-Warping. Weitere Experimente mit kiinstlich gestdrten Sprachproben
werden diese Hypothese untersuchen. Ebenfalls lohnt die Erprobung des KNN im sprecher-
unabhingigen Einsatz.
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